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Lektion 1

Daten in
hochdimensionalen Räumen

In der Data Science stehen wir vor der Herausforderung, eine große Menge von
Daten zu verarbeiten und daraus Informationen zu extrahieren. Damit Daten
maschinell verarbeitet werden können, müssen sie zuerst zu Zahlenfolgen co-
diert und gespeichert werden. Häufig sind die Daten auch als Matrizen gegeben.
Ein Beispiel ist eine Zeitreihe von Messergebnissen eines Experiments oder einer
Simulation. Jede Spalte der Matrix entspricht dann dem Messergebnis zu einem
gewissen Zeitpunkt. Der entsprechende Spaltenvektor kann dabei eine sehr ho-
he Dimension haben. Man denke etwa an Wettermessdaten, die an sehr vielen
Orten auf der Erde gleichzeitig erhoben werden. Stark vereinfacht ist dies in
Abbildung 1.1 dargestellt. Ein anderes Beispiel ist die Codierung eines Videos,
bei dem die Spaltenvektoren die Bildinformationen an einem festen Zeitpunkt
beschreiben, wie in Abbildung 1.2. Der Umgang mit solch enorm hochdimensio-
nalen Matrizen stellt eine große Herausforderung dar, was sowohl die Speiche-
rung als auch die Berechnung relevanter Informationen angeht. Glücklicherweise
sind die Informationen, die man aus den Daten extrahieren möchte, häufig in
niedrigdimensionalen Räumen eingebettet. Deswegen ist es manchmal möglich,
die Matrix niedrigdimensional zu approximieren, ohne die relevanten Informa-
tionen zu verlieren. Ein gängiges Mittel ist hier die Singulärwertzerlegung, die
das wohl wichtigste Thema dieses Kapitels ist. Durch sie wird es möglich sein,
Informationen, die durch hochdimensionale Matrizen gegeben sind, effektiv zu
komprimieren, um die Daten anschließend verarbeiten zu können.

1.1 Motivation: Image Compression

Ein großer Teil dieser Kurseinheit handelt von Zerlegungen von (Daten-)Matrizen.
In diesem Abschnitt betrachten wir ein Anwendungsbeispiel, bei dem solche
Zerlegungen zum Einsatz kommen. Wir benutzen dabei schon einmal einige Be-
griffe, die in dieser Kurseinheit noch genauer erklärt werden. Diese Stichworte
sind kursiv gedruckt. In diesem Abschnitt geht es darum, eine Intuition für die
betrachteten Themen zu erhalten, Sie müssen also bei der ersten Lektüre noch
nicht alle einzelnen Schritte genau nachvollziehen können.
Eine besondere Stärke der so genannten Singulärwertzerlegung ist, dass sie nu-
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Abbildung 1.1: Bei der Erfassung der Wetterlage könnte zum Beipiel die Nie-
derschlagsmenge (gemessen in l/m2 in der vergangenen Stunde) in einer Matrix
festgehalten werden. Die (kleine) Matrix in diesem Beispiel zeigt, wie ein Ge-
witter über drei Wetterstationen (Zeilen) in vier Stunden (Spalten) vorbeizieht.1
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Abbildung 1.2: Die Matrix A codiert hier die Weiß- und Schwarzwerte eines
Bildes mit neun Pixeln. Die Matrix B beschreibt vier Pixel eines Videos (jede
Spalte steht für einen Frame, d.h. ein Einzelbild zu einem festen Zeitpunkt).
Für Bildmaterial mit höherer Auflösung wird diese Art der Matrizen schnell
sehr groß.
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Abbildung 1.3: Singulärwertzerlegung bei einem Schwarzweißbild der Arbeits-
gruppe Angewandte Stochastik aus dem Jahr 2023.

merisch stabil ist1 und garantiert existiert. Insbesondere bietet sie die Möglichkeit
einer Approximation durch niedrigrangige Matrizen, welche in einem gewissen
Sinn optimal ist. Im Kontext der Hauptkomponentenanalyse oder Principal
Component Analysis (PCA) bedeutet dies, dass eine große Anzahl statistischer
Informationen durch eine geringe Anzahl möglichst aussagekräftiger Kompo-
nenten ausgedrückt wird.

Wir stellen uns nun vor, die n ×m-Matrix A enthalte die Graustufenwerte
eines Bildes – zum Beispiel die des Originalbildes in Abbildung 1.3. Im Beispiel
gilt n = 1065 und m = 1877, also müssen insgesamt nm = 1999005 Werte

1Numerisch stabil bedeutet, grob gesagt, dass das Verfahren nahezu unempfindlich ist
gegenüber kleinen Störungen. Dies ist wichtig, da wir i.A. nicht davon ausgehen können,
dass uns die Daten fehlerfrei gegeben sind. Details und Beispiele hierzu kann man in [KL80]
nachlesen.
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Abbildung 1.4: Die Idee der Singulärwertzerlegung bei der PCA ist, dass (in
einem gewissen Sinn) A(k) = Ũ Σ̃Ṽ T ≈ A gilt und dass die

”
abgeschnittenen“

Matrizen sehr viel weniger Speicherplatz beanspruchen.

gespeichert werden. Wie wir im Weiteren sehen werden, kann A als Produkt
A = UΣV T geschrieben werden, wobei U und V orthogonale Matrizen sind und
Σ eine Blockmatrix bestehend aus einer Diagonalmatrix und der Nullmatrix.
Die Diagonalmatrix enthält die so genannten Singulärwerte. Dies sind bestimm-
te Werte, die absteigend nach der Größe sortiert sind und die Originalmatrix
charakterisieren (vergleichbar mit Eigenwerten). Im Fall n > m ist dies in Ab-
bildung 1.4 skizziert (schwarze Kästen). Die Diagonale der Matrix Σ, auf der
die Singulärwerte stehen, ist rot markiert. Wie man diese Zerlegung berechnen
kann, werden wir in dieser Kurseinheit sehen. Die Idee ist nun, nur die ersten
(und größten) k < min{n,m} Singulärwerte zu betrachten, sowie die ersten k
Spalten der Matrix U und die ersten k Zeilen der Matrix V T . Die Matrix A(k),
die aus der Multiplilation der verkleinerten Matrizen Ũ ∈ Rn×k, Σ̃ ∈ Rk×k und
Ṽ T ∈ Rk×m entsteht, hat dann höchstens Rang k und kann als Approximation
an A verstanden werden. Die verkleinerten Matrizen sind in Abbildung 1.4 blau
markiert. Der Vorteil ist, dass der benötigte Speicherplatz stark reduziert wird.
Insbesondere müssen nun nur noch nk + k +mk (Matrix Ũ + k Singulärwerte
+ Matrix Ṽ ) Werte gespeichert werden. Gleichzeitig bleiben die

”
relevantesten“

Bildinformationen erhalten: wir werden in Abschnitt 1.3 sehen, dass A(k) die
beste Rang-k-Approximation an A bezüglich der Frobeniusnorm ist. In der Ab-
bildung 1.3 sieht man die zu den Matrizen A(k) gehörigen, komprimierten Bilder
für k = 100, 40, 20, 10, 5. Abbildung 1.5 zeigt die Singulärwerte der Matrix A.
Im Folgenden leiten wir (unter anderem) her, warum dieses Komprimierungs-
verfahren mathematisch funktioniert. Am Ende des Abschnitts 1.3 kommen wir
noch einmal auf das Beispiel zurück. Ein anderes Beispiel findet man in [BK19].

1.2 Eigenwerte, Eigenvektoren und Diagonali-
sierbarkeit

In dieser Kurseinheit wird es vornehmlich darum gehen, wie große Matrizen
effektiv durch niedrigrangige Matrizen approximiert werden können. In diesem
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Abbildung 1.5: Die 1065 Singulärwerte des Originalbildes. Die y-Achse ist hier
logarithmisch, die Werte fallen also gerade am Anfang sehr stark ab. Die Stellen
k = 5, 10, 20, 40, 100 sind blau markiert.

ersten Teilabschnitt werden wir uns zunächst auf quadratische Matrizen kon-
zentrieren, d.h. auf solche, die die selbe Anzahl von Zeilen und Spalten haben.

1.2.1 Eigenwerte und Eigenvektoren

Im Folgenden wird es sinnvoll sein, Matrizen zu betrachten, die entweder reelle
oder komplexe Einträge haben. Am Ende werden uns in erster Linie reellwerti-
ge Matrizen interessieren. Allerdings werden die Eigenwerte, die wir in diesem
Teilabschnitt kennenlernen, im Allgemeinen komplexe Zahlen sein, auch wenn
es sich um reellwertige Matrizen handelt. Später werden wir aber auch Kriterien
kennenlernen, wann die gesuchten Eigenwerte reell sind.

Definition 1.2.1. Sei A ∈ Kn×n. Gibt es eine Zahl λ ∈ K und einen Vektor
v ∈ Kn, v ̸= 0, mit der Eigenschaft

Av = λv,

so heißt λ Eigenwert zum Eigenvektor v. Die Menge

σ(A) := {λ ∈ K : λ ist Eigenwert von A}

heißt Spektrum von A.

Übungsaufgabe 1.2.2. Sei λ ∈ K ein Eigenwert einer Matrix A ∈ Kn×n.
Man zeige, dass die Menge

{v ∈ Kn : v ist ein Eigenvektor von A zum Eigenwert λ} ∪ {0}

ein Untervektorraum von Kn ist.

Definition 1.2.3. Sei A ∈ Kn×n eine Matrix und λ ∈ K ein Eigenwert von A.
Dann heißt der Unterraum

E(λ) := {v ∈ Kn : v ist ein Eigenvektor von A zum Eigenwert λ } ∪ {0}

Eigenraum zum Eigenwert λ. Die Dimension von E(λ) heißt geometrische Viel-
fachheit des Eigenwerts λ.
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Bevor wir uns der Frage nach der Existenz von Eigenwerten widmen, machen
wir folgende Beobachtung:

Satz 1.2.4. Seien λ1, λ2 ∈ K Eigenwerte einer Matrix A ∈ Kn×n mit Eigenvek-
toren v1, v2 ∈ Kn und es gelte λ1 ̸= λ2. Dann sind v1 und v2 linear unabhängig.

Beweis. Wir nehmen an, v1 und v2 seien linear abhängig, d.h. es existiert eine
eindeutige Zahl µ ∈ K \ {0} so dass µv1 = v2 ist. Wenden wir nun A auf beiden
Seiten der Gleichung an, so erhalten wir λ1µv1 = λ2v2. Da µ eindeutig ist, muss
dann λ1 = λ2 gelten.

Allgemeiner gilt das folgende Resultat:

Satz 1.2.5. Seien v1, . . . , vk ∈ Kn Eigenvektoren von A ∈ Kn×n mit Eigenwer-
ten λ1, . . . , λk ∈ K. Sind λ1, . . . , λk paarweise verschieden, so sind v1, . . . , vk
linear unabhängig.

Insbesondere folgt aus dem Satz, dass eine Matrix A ∈ Kn×n nicht mehr als
n paarweise verschiedene Eigenwerte haben kann, da mehr als n Vektoren in Kn
notwendigerweise linear abhängig sind.

Wir wollen nun der Frage nachgehen, wann Eigenwerte existieren und wie
man diese finden kann.

Definition 1.2.6. Sei A ∈ Kn×n und I ∈ Kn×n die Einheitsmatrix. Dann heißt
das Polynom

pA(z) := det(A− zI)

in der Variablen z ∈ K charakteristisches Polynom von A. Hierbei bezeichnet
det die Determinante einer Matrix, siehe Appendix B.2.2.

Übungsaufgabe 1.2.7. Man zeige, dass pA(z) tatsächlich ein Polynom vom
Grad n ist.

Satz 1.2.8. Sei A ∈ Kn×n. Dann sind die folgenden Aussagen äquivalent:

(i) A besitzt den Eigenwert λ ∈ K,

(ii) λ ist Nullstelle des charakteristischen Polynoms, d.h. pA(λ) = 0.

Beweis. λ ist ein Eigenwert von A genau dann wenn es ein v ̸= 0 gibt mit
Av = λv. Dies ist äquivalent dazu, dass (A−λI)v = 0 ist. Mit anderen Worten:
Ker(A − λI) ̸= {0}. Nach dem Rangsatz (Satz B.1.13) ist das gleichbedeutend
mit der Aussage, dass rank(A − λI) < n ist. Nach Satz B.2.18 ist dies aber
äquivalent zu der Aussage pA(λ) = det(A− λI) = 0.

Wir haben die Frage nach der Existenz von Eigenwerten also auf die Frage
nach der Existenz von Nullstellen von Polynomen verlagert. Der folgende Satz
gibt eine Antwort im Fall K = C.

Theorem 1.2.9 (Fundamentalsatz der Algebra). Sei P (z) ein komplexes Poly-
nom vom Grad n, d.h. P habe Koeffizienten in C und z sei ebenfalls eine kom-
plexe Zahl. Dann hat P genau n Nullstellen λ1, . . . , λn und P kann geschrieben
werden als

P (z) = (z − λ1) · · · (z − λn).
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Bemerkung 1.2.10. 1. Man beachte, dass der obige Satz falsch ist für K = R.
Z.B. hat das reelle Polynom P (x) = x2 + 1 keine reelle Nullstellen.

2. Jedes Polynom mit reellen Koeffizienten kann aufgefasst werden als kom-
plexes Polynom (da jede reelle Zahl auch eine komplexe Zahl ist). Aus
dem Fundamentalsatz der Algebra folgt dann, dass ein Polynom mit reel-
len Koeffizienten komplexe Nullstellen besitzt. Im Fall P (z) = z2 + 1 sind
dies die Nullstellen λ1 = i und λ2 = −i.

Theorem 1.2.9 sagt nicht, dass die Nullstellen λ1, . . . , λn paarweise verschie-
den sein müssen, was i.A. auch nicht stimmt. Zum Beispiel ist

Q(x) = x2 − 2x+ 1 = (x− 1)(x− 1),

das Polynom Q besitzt also die Nullstellen λ1 = λ2 = 1. Um dies etwas genauer
zu fassen, führen wir die folgenden Begriffe ein:

Definition 1.2.11. Sei P ein komplexes Polynom mit paarweise verschiedenen
Nullstellen λ1, . . . , λk. Gilt

P (z) = (z − λ1)i1 · · · (z − λk)ik

mit Zahlen i1, . . . , ik ∈ N, so heißt ij die Vielfachheit der Nullstelle λj . Ist
P das charakteristische Polynom einer Matrix A, so heißt ij die algebraische
Vielfachheit des Eigenwerts λj .

Man beachte, dass notwendigerweise k ∈ {1, . . . , n} und i1 + . . .+ ik = n ist.

Beispiel 1.2.12. Das Polynom Q(x) = x2 − 2x+ 1 besitzt die Nullstelle 1 mit
Vielfachheit 2 bzw. Q besitzt die zweifache Nullstelle 1.

Als Folgerung von Satz 1.2.8 und Theorem 1.2.9 erhalten wir die folgende
Aussage:

Satz 1.2.13. Jede Matrix A ∈ Cn×n besitzt genau n nicht-notwendigerweise
paarweise verschieden Eigenwerte. Sind λ1, . . . , λk die paarweise verschiedenen
Eigenwerte von A, so addieren sich deren algebraische Vielfachheiten i1, . . . , ik
auf zu n.

Da jede reelle Matrix A ∈ Rn×n auch als komplexe Matrix aufgefasst werden
kann folgt, dass auch jede reelle Matrix komplexe Eigenwerte besitzt. Wann
können wir aber sicherstellen, dass die Eigenwerte reell sind? Eine Antwort gibt
der nächste Satz.

Satz 1.2.14. Sei A ∈ Cn×n hermitesch, also A∗ = ĀT = A. Dann sind alle
Eigenwerte von A reelle Zahlen. Insbesondere besitzt eine symmetrische Matrix
A ∈ Rn×n nur reelle Eigenwerte.

Beweis. Sei λ ∈ C ein Eigenwert und v ∈ Cn ein Eigenvektor zu λ. Dann ist

0 ≤ ∥v∥2|λ|2 = (Av)∗Av = v∗A∗Av.

Man beachte, dass nach Voraussetzung A∗ = ĀT = A ist, also

v∗A∗Av = v∗A2v = λ2v∗v = λ2∥v∥2.

Also ist λ2 = |λ|2 und damit ist λ reell. Eine symmetrische Matrix A ∈ Rn×n
ist inbesondere hermitesch, woraus auch die zweite Aussage folgt.
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Bemerkung 1.2.15. Man beachte, dass wir nicht schließen können, dass jede
reelle symmetrische Matrix auch nur reelle Eigenvektoren hat. Zum Beispiel gilt
für die Einheitsmatrix, dass jeder Vektor v ∈ Cn ein Eigenvektor zum Eigenwert
1 ist. Die Einheitsmatrix ist aber natürlich reell und symmetrisch. Zudem gilt:
ist v ein reeller Eigenvektor zu einem Eigenwert λ, so ist iv ein komplexer
Eigenvektor zu λ. Andrerseits kann man aber schließen, dass zu jedem reellen
Eigenwert λ auch ein reeller Eigenvektor existiert, wie wir in der folgenden
Übungsaufgabe tun wollen.

Übungsaufgabe 1.2.16. Sei A ∈ Rn×n symmetrisch und λ ∈ R ein Eigenwert
von A. Sei

v =

v1...
vn

 =

a1...
an

+ i

b1...
bn

 = a+ ib ∈ Cn

ein komplexer Eigenvektor zu λ mit a, b ∈ Rn. Man zeige, dass dann auch a und
b Eigenvektoren zu λ sind.

1.2.2 Diagonalisierbarkeit

Wir betrachten nun eine Zerlegung für quadratische Matrizen, die eng mit der
später folgenden Singulärwertzerlegung verwandt ist. Zuert definieren wir, was
wir unter einer Diagonalmatrix verstehen werden.

Definition 1.2.17. Eine Matrix D ∈ Cn×n, auf der nur auf der Diagonalen
Elemente ungleich 0 vorkommen, heißt Diagonalmatrix. Seien λ1, . . . , λn ∈ C.
Wir setzen dann

diag(λ1, . . . , λn) :=

λ1 0
. . .

0 λn



Im Folgenden legen wir fest, was wir unter Diagonalisierbarkeit verstehen.

Definition 1.2.18. Eine Matrix A ∈ Cn×n heißt diagonalisierbar, falls es eine
invertierbare Matrix S ∈ Cn×n gibt, so dass D = S−1AS eine Diagonalmatrix
ist. Äquivalent dazu ist, dass A eine Zerlegung der Form A = SDS−1 besitzt.

Gilt D = diag(λ1, . . . , λn) und ist λi ̸= 0, so ist λi ein Eigenwert von D zum
Eigenvektor ei, wobei ei den i-ten Einheitsvektor bezeichnet.

Satz 1.2.19. Sei A diagonalisierbar mit Diagonalmatrix D = diag(λ1, . . . , λn).
Dann sind λ1, . . . , λn genau die Eigenwerte von A.

Beweis. Wir berechnen das charakteristische Polynom von A. Nach Vorausset-
zung gibt es eine invertierbare Matrix S ∈ Cn×n mit SDS−1 = A. Es gilt dann

pA(z) = det(A− zI) = det(SDS−1 − SzIS−1) = det(S(D − zI)S−1)

= det(S) det(D − zI) det(S−1) = det(D − zI)

= (λ1 − z) · · · (λn − z),
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wobei wir hier den Determinantenmultiplikationssatz verwendet haben. Also hat
das charakteristische Polynom von A genau die Nullstellen λ1, . . . , λn woraus
die Aussage folgt.

Der folgende Satz gibt an, wann eine Matrix A ∈ Cn×n diagonalisierbar ist.

Satz 1.2.20. A ∈ Cn×n ist diagonalisierbar genau dann, wenn für jeden Eigen-
wert von A die algebraische Vielfachheit gleich der geometrischen Vielfachheit
ist. Dies ist äquivalent dazu, dass sich die Dimensionen der Eigenräume zu den
jeweiligen Eigenwerten von A aufaddieren zu n.

Insbesondere folgt, dass A diagonalisierbar ist, wenn alle Eigenwerte von A
unterschiedlich sind.

Bemerkung 1.2.21. Möchte man für eine diagonalisierbare Matrix A ∈ Cn×n
eine Matrix S ∈ Cn×n mit D = S−1AS berechnen, so kann man wie folgt
vorgehen: Sind λ1, . . . , λk die paarweise verschiedenen Eigenwerte von A, so
wähle man für jeden Eigenraum E(λi) eine Basis und definiere S, indem man
als Spaltenvektoren genau diese Basisvektoren wählt. Insbesondere folgt: Ist
A ∈ Rn×n eine reelle diagonalisierbare Matrix, die nur reelle Eigenwerte besitzt,
so kann man eine invertierbare reelle Matrix S ∈ Rn×n finden, so dass S−1AS
eine Diagonalmatrix ist.

Wir wollen nun reelle Matrizen A ∈ Rn×n betrachten. Wir wissen bereits,
dass symmetrische reelle Matrizen auch reelle Eigenwerte besitzen. Wir wissen
auch, dass diese Matrizen unter gewissen Annahmen diagonalisierbar sind. Wir
werden nun sehen, dass symmetrische Matrizen tatsächlich immer diagonali-
sierbar sind. Es lässt sich sogar noch mehr zeigen. Bevor wir zu der nächsten
Definition kommen, erinnern wir an den Begriff einer orthogonalen Matrix, siehe
Definition B.2.27.

Definition 1.2.22. Eine Matrix A ∈ Rn×n heißt orthogonal diagonalisierbar,
falls eine orthogonale Matrix S ∈ Rn×n existiert, so dass D = STAS eine
Diagonalmatrix ist.

Satz 1.2.23. Eine Matrix A ∈ Rn×n ist orthogonal diagonalisierbar genau dann
wenn sie symmetrisch ist.

Beweis. Wir nehmen zuerst an, dass A orthogonal diagonalisierbar ist, d.h. es
existiere eine Diagonalmatrix D und eine orthogonale Matrix S mit A = SDST .
Es gilt dann

AT = (SDST )T = (ST )TDTST = SDST = A,

da DT = D für jede Diagonalmatrix. Damit ist A also symmetrisch.
Die Rückrichtung beweisen wir nur in dem Fall, in dem alle Eigenwerte der

symmetrischen Matrix A ∈ Rn×n paarweise verschieden sind (der allgemeine
Fall wird z. B. in [Mei15, Korollar 2.33] betrachtet). Ist dies der Fall, so wissen
wir bereits, dass eine invertierbare Matrix S ∈ Rn×n existiert, so dass D =
S−1AS eine Diagonalmatrix ist. Seien v1, . . . , vn ∈ Rn die Spaltenvektoren von
S. Dies sind genau die Eigenvektoren der Eigenwerte λ1, . . . , λn von A, also
Avi = λivi, wobei D = diag(λ1, . . . , λn). Wir können annehmen, dass ∥vi∥ = 1
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für alle i = 1, . . . , n ist, ansonsten ersetzen wir vi durch vi
∥vi∥ . Wir zeigen nun,

dass vTi vj = 0 ist für i ̸= j. In der Tat gilt

λiv
T
i vj = (λivi)

T vj = (Avi)
T vj = vTi A

T vj = vTi Avj = λjv
T
i vj .

Da nach Voraussetung λi ̸= λj ist, muss vTi vj = 0 sein. Da vTi vi = ∥vi∥2 = 1
ist, folgt damit STS = I, also ist S orthogonal und es gilt S−1 = ST .

Wir kommen nun noch einmal zurück zu komplexen Matrizen A ∈ Cn×n.
Ähnlich wie für Satz 1.2.23 lässt sich das nun folgende Resultat beweisen. Hier
brauchen wir den Begriff einer unitären Matrix, siehe Definition B.2.27.

Satz 1.2.24. Eine Matrix A ∈ Cn×n ist hermitesch genau wenn sie unitär
diagonalisierbar ist, d.h. wenn eine unitäre Matrix U ∈ Cn×n existiert, so dass
D = U∗AU eine Diagonalmatrix ist.

Mit diesen Sätzen können wir eine alternative Darstellung für die Operator-
norm ∥A∥ einer Matrix A ∈ Cn×n herleiten. Zuerst definieren wir, was wir unter
dem Spektralradius einer Matrix verstehen wollen.

Definition 1.2.25. Sei A ∈ Cn×n eine Matrix und σ(A) das Spektrum von A.
Dann heißt

ρ(A) := max{|λ| : λ ∈ σ(A)}

Spektralradius von A.

Satz 1.2.26. Für A ∈ Cm×n gilt

∥A∥ =
√
ρ(A∗A).

Beweis. Für A ∈ Cm×n ist A∗A ∈ Cn×n eine hermitesche Matrix. Nach Satz
1.2.24 existiert dann eine unitäre Matrix U ∈ Cn×n so dass diag(λ1, . . . , λn) =
U∗A∗AU ist, wobei λ1, . . . , λn die (reellen) Eigenwerte von A∗A sind. Sind
u1, . . . , un die Spaltenvektoren von U , so ist ui ein Eigenvektor zum Eigen-
wert λi. Da U unitär ist, bilden die Vektoren u1, . . . , un eine Orthonormalbasis,
siehe Satz B.2.29. Jedes x ∈ Cn besitzt damit eine Darstellung

x = α1u1 + . . .+ αnun.

Damit folgt

A∗Ax = α1λ1u1 + . . .+ αnλnun.

Somit gilt

∥Ax∥2 = ⟨Ax,Ax⟩ = ⟨x,A∗Ax⟩ = ⟨
n∑
i=1

αiui,

n∑
i=1

αiλiui⟩

=

n∑
i=1

λi|αi|2 ≤ ρ(A∗A)

n∑
i=1

|αi|2 = ρ(A∗A)∥x∥2.
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Da x beliebig war, folgt damit die Abschätzung

∥A∥ ≤
√
ρ(A∗A).

Um die umgekehrte Abschätzung zu zeigen betrachten wir einen Eigenvektor uj
zum betragsmäßig größten Eigenwert λj . Wir können o.B.d.A. annehmen, dass
∥uj∥ = 1 ist, andernfalls ersetzen wir uj durch

uj

∥uj∥ . Ersetzen wir in der obigen

Ungleichungskette x durch uj , so erhalten wir

0 ≤ ∥Auj∥2 = λj .

Somit gilt, da ∥uj∥ = 1 ist,

∥A∥2 ≥ ∥Auj∥2

∥uj∥2
= ∥Auj∥2 = λj = ρ(A∗A).

Wir formulieren noch eine weitere interessante Relation zwischen Spektral-
radius und Matrixnorm.

Lemma 1.2.27. Sei A ∈ Cn×n. Dann gelten die folgenden Aussagen:

(i) ρ(A) ≤ ∥A∥.

(ii) Ist A hermitesch, so ist ρ(A) = ∥A∥.

Beweis. (i) Sei λ der betragsmäßig größte Eigenwert von A zum Eigenvektor
u ∈ Cn. Dann gilt

∥A∥ = sup
x∈Cn\{0}

∥Ax∥
∥x∥

≥ ∥Au∥
∥u∥

= |λ| = ρ(A).

(ii) Ist A hermitesch, so sind alle Eigenwerte λ1, . . . , λn reell. Nach Satz 1.2.24
existiert eine unitäre Matrix U ∈ Cn×n, so dass

diag(λ1, . . . , λn) = U∗AU

ist. Es folgt

A∗A = U diag(λ21, . . . , λ
2
n)U∗

und damit ρ(A∗A) = ρ(A)2. Die Aussage folgt damit aus Satz 1.2.26.

1.3 Singulärwertzerlegung

Wir wollen nun eine ähnliche Zerlegung wie die der Diagonalisierbarkeit ei-
ner Matrix kennenlernen, die auch für nicht-quadratische Matrizen funktioniert.
Dies wird genau die Singulärwertzerlegung sein. Wir werden uns hier auf den
Fall reellwertiger Matrizen beschränken.
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Definition 1.3.1. Sei A ∈ Rm×n eine beliebige Matrix. Gibt es orthogonale
Matrizen U ∈ Rm×m und V ∈ Rn×n sowie eine Matrix Σ ∈ Rm×n mit der
Eigenschaft, dass für Σ = (σij) gilt, dass σij = 0 für i ̸= j sowie σii ≥ 0, und
gilt für diese Matrizen die Identität

A = UΣV T ,

so nennen wir dies eine Singulärwertzerlegung von A. Die Diagonaleinträge
σii von Σ heißen Singulärwerte. Die Spaltenvektoren u1, . . . , um von U heißen
links-Singulärvektoren, die Spaltenvektoren v1, . . . , vn von V nennt man rechts-
Singulärvektoren.

Bemerkung 1.3.2. Die Matrix Σ ist von der Form

Σ =



σ11 0
. . .

0 σnn
0 · · · 0
...

. . .
...

0 · · · 0


für m > n und

Σ =

σ11 0 0 · · · 0
. . .

...
. . .

...
0 σmm 0 · · · 0


für m < n.

Bevor wir uns weiter mit der Singulärwertzerlegung beschäftigen, betrachten
wir eine Eigenschaft symmetrischer reellwertiger Matrizen:

Definition 1.3.3. Eine symmetrische Matrix A ∈ Rn×n heißt positiv definit
wenn vTAv > 0 ist für alle v ∈ Rn \ {0}. Die Matrix A heißt positiv semi-definit
wenn vTAv ≥ 0 ist für alle v ∈ Rn.

Wir wissen bereits, dass symmetrische Matrizen reelle Eigenwerte haben. Im
nächsten Satz sehen wir nun, dass die Definitheit einer solchen Matrix charak-
terisiert ist durch die Vorzeichen der Eigenwerte.

Satz 1.3.4. Eine symmetrische Matrix A ist positiv definit genau dann wenn
alle Eigenwerte reell und echt größer als 0 sind. A ist positiv semi-definit genau
dann wenn alle Eigenwerte größer oder gleich 0 sind.

Beweis. Da A symmetrisch ist besitzt A nur reelle Eigenwerte λ1, . . . , λn und
es existiert eine orthogonale Matrix S so dass A = SDST ist, wobei D =
diag(λ1, . . . , λn) ist (siehe Satz 1.2.23). Sind alle λi echt größer als 0, so folgt
für jeden Vektor v ∈ Rn \ {0}

vTAv = vTSDST v = (ST v)TDST v = w2
1λ1 + . . .+ w2

nλn > 0,

wobei wi die i-te Komponente des Vektors ST v bezeichne. Also ist A positiv
definit. Die andere Richtung und der semi-definite Fall folgen ähnlich.
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Ist A ∈ Rn×n symmetrisch und positiv semidefinit, so ist A also diagona-
lisierbar und die Einträge auf der Diagonalmatrix sind größer oder gleich 0.
Insbesondere existiert eine Singulärwertzerlegung von A: dies ist genau die Zer-
legung, die durch die Diagonalisierbarkeit von A gegeben ist.

Wir zeigen nun, dass die Singulärwertzerlegung für allgemeine Matrizen im-
mer existiert. Dazu brauchen wir noch ein Lemma.

Lemma 1.3.5. 1. Sei A ∈ Rm×n. Dann ist ATA ∈ Rn×n symmetrisch und
positiv semidefinit.

2. Die Eigenwerte echt größer als 0 von ATA stimmen überein mit den Ei-
genwerten echt größer als 0 von AAT .

Beweis. 1. Es ist (ATA)T = AT (AT )T = ATA, also ist ATA symmetrisch.
Da für jeden Vektor v ∈ Rn gilt

vTATAv = (Av)TAv = ⟨Av,Av⟩ ≥ 0

ist ATA auch positiv semidefinit.

2. Sei λ > 0 ein Eigenwert von ATA mit Eigenvektor v, also ATAv = λv.
Multiplizieren wir beide Seiten der Gleichung mit A folgt AAT (Av) =
λ(Av). Mit anderen Worten: λ ist ebenfalls ein Eigenwert von AAT mit
Eigenvektor Av. Die andere Implikation folgt ähnlich.

Theorem 1.3.6. Sei A ∈ Rm×n und r = m ∧ n. Dann existiert eine Sin-
gulärwertzerlegung von A. Die Singulärwerte {σ11, . . . , σrr} sind eindeutig. Da-
bei sind die echt positiven Singulärwerte gegeben durch die Quadratwurzeln der
echt positiven Eigenwerte von ATA (bzw. von AAT , was nach Lemma 1.3.5
äquivalent ist).

Beweis. Sei A = UΣV T eine Singulärwertzerlegung. Dann erhalten wir eine
Diagonalisierung von AAT , da

AAT = UΣV T (UΣV T )T = UΣV TV ΣTUT = U



σ2
11 0

. . .

σ2
rr

0
. . .

0 0


UT .

Da die Einträge in der Diagonalmatrix genau die Eigenwerte von AAT sind,
folgt die Aussage über die Singulärwerte von A. Nun zur Konstruktion. Da
ATA symmetrisch und positiv semidefinit ist, existiert eine Diagonalmatrix
D ∈ Rn×n und eine orthogonale Matrix V ∈ Rn×n mit ATA = V DV T . Sei
D = diag(λ1, . . . , λn). Wir können annehmen, dass die Eigenwerte absteigend
angeordnet sind, d.h. dass λ1 ≥ λ2 ≥ . . . ≥ λn ≥ 0 ist, andernfalls ordnen wir
die Spaltenvektoren in V um. Seien λ1, . . . , λk die Eigenwerte von ATA, welche
echt größer als 0 sind. Man beachte, dass k ≤ r sein muss. Wir definieren dann

ui :=
Avi

∥Avi∥
=
Avi√
λi

für i = 1, . . . , k.
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Hier haben wir benutzt, dass

∥Avi∥2 = ⟨Avi, Avi⟩ = ⟨vi, ATAvi⟩ = ⟨vi, λivi⟩ = λi⟨vi, vi⟩ = λi

ist wobei die letzte Gleichheit folgt, da V orthogonal ist. Nach Definition ist
dann ⟨ui, ui⟩ = 1 und

⟨ui, uj⟩ =
⟨Avi, Avj⟩
∥Avi∥∥Avj∥

=
⟨vi, ATAvj⟩
∥Avi∥∥Avj∥

=
λj⟨vi, vj⟩

∥Avi∥∥Avj∥
= 0

für i ̸= j. Insbesondere sind u1, . . . , uk linear unabhängig. Mit Hilfe des Gram-
Schmidtschen Orthogonalisierungsverfahrens (siehe Definition B.2.25) können
wir Vektoren uk+1, . . . , um finden, so dass u1, . . . , um eine Orthonormalbasis
ist. Dann definieren wir U := (u1, . . . , um) ∈ Rm×m, d.h. U wird gebildet aus
den Spaltenvektoren u1, . . . , um. Damit ist U eine Orthogonalmatrix. Weiter
definieren wir Σ = (σij) ∈ Rm×n durch

σij :=

{√
λi für i = j und i ≤ k,

0 sonst.
. (1.1)

Nach Konstruktion ist dann AV = UΣ. Da V orthogonal ist, folgt A = UΣV T

und die Existenz ist gezeigt.

Bemerkung 1.3.7. Man beachte, dass der obige Beweis auch eine Möglichkeit
zeigt, die Matrizen U, V und Σ zu konstruieren. Konkret kann man dies wie
folgt tun:

1. Man bestimme die Eigenwerte λ1 ≥ λ2 ≥ . . . ≥ λn von ATA und be-
rechne eine Orthonormalbasis v1, . . . , vn aus Eigenvektoren. Setze V :=
(v1, · · · , vn).

2. Man definiere u1, . . . , uk durch ui = Avi/∥Avi∥ und nutze das Gram-
Schmidtsche Orthogonalisierungsverfahren, um eine Orthonormalbasis u1, . . . , um
zu konstruieren. Setze U := (u1, · · · , um).

3. Definiere Σ wie in (1.1).

Der größte Singulärwert hat eine interessante Eigenschaft.

Korollar 1.3.8. Sei A ∈ Rm×n und σ der größte Singulärwert aus der Sin-
gulärwertzerlegung von A. Dann gilt

∥A∥ = σ.

Beweis. Aus Satz 1.2.26 folgt

∥A∥ =
√
ρ(ATA).

Nach Theorem 1.3.6 gilt aber auch
√
ρ(ATA) = σ.

Es stellt sich heraus, dass auch die Frobeniusnorm einer Matrix mit Hilfe der
Singulärwerte dargestellt werden kann. Zunächst erinnern wir an die Definition
der Spur einer Matrix.
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Definition 1.3.9. Sei A ∈ Rn×n. Dann ist die Spur von A definiert als die
Summe der Diagonaleinträge, geschrieben als

tr(A) :=

n∑
i=1

aii.

Für die Spur gilt die folgende nützliche Gleichheit.

Lemma 1.3.10. Seien A,B ∈ Rn×n. Dann gilt

tr(AB) = tr(BA).

Beweis. Man rechnet nach, dass sowohl tr(AB) als auch tr(BA) gegeben ist
durch

n∑
i,j=1

aijbji.

Die Frobeniusnorm einer Matrix lässt sich auch mit Hilfe der Spur schreiben:

Lemma 1.3.11. Für jede Matrix A ∈ Rm×n gilt

∥A∥F =
√

tr(ATA) =
√

tr(AAT ).

Beweis. Folgt direkt aus der Definition der Frobeniusnorm und der Definition
des Matrixprodukts.

Damit können wir den folgenden Satz beweisen:

Satz 1.3.12. Sei A ∈ Rm×n, r = m∧n und seien σ11, . . . , σrr die Singulärwerte
von A. Dann gilt

∥A∥F =
√
σ2
11 + . . .+ σ2

rr.

Beweis. Sei A = UΣV T eine Singulärwertzerlegung von A. Mit Hilfe von Lem-
ma 1.3.10 und Lemma 1.3.11 folgt dann

∥A∥F =
√

tr((UΣV T )TUΣV T ) =
√

tr(V ΣTΣV T ) =
√

tr(ΣTΣV TV )

=
√

tr(ΣTΣ) =
√
σ2
11 + . . .+ σ2

rr.

1.3.1 Reduzierte Singulärwertzerlegung

Wir betrachten nun eine alternative Form der Singulärwertzerlegung. Zuerst ein
Lemma.

Lemma 1.3.13. Sei A ∈ Rm×n. Dann gilt rank(A) = rank(ATA) = rank(AAT ).
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Beweis. Ist x ∈ Ker(A), so ist ATAx = AT 0 = 0, also x ∈ Ker(ATA). Umge-
kehrt gilt für x ∈ Ker(ATA), dass ATAx = 0 ist, also auch

0 = xTATAx = (Ax)TAx = ⟨Ax,Ax⟩ = ∥Ax∥2,

woraus Ax = 0 und somit x ∈ Ker(A) folgt. Es gilt also Ker(A) = Ker(ATA).
Nach dem Rangsatz (Satz B.1.13) ist

n = dim(Ker(A)) + rank(A) = dim(Ker(ATA)) + rank(ATA),

woraus rank(A) = rank(ATA) folgt. Angewendet auf AT erhalten wir auch
rank(AT ) = rank(AAT ). Da nach Satz B.1.9 aber rank(AT ) = rank(A) ist, folgt
daraus die Aussage.

Wir zitieren noch ein Resultat, dass wir allerdings nicht beweisen werden.

Satz 1.3.14. Ist A ∈ Rm×n und r = rank(A), so besitzen ATA (und AAT )
genau r Eigenwerte echt größer als 0.

Korollar 1.3.15. Ist A ∈ Rm×n und r = rank(A), so besitzt A genau r Sin-
gulärwerte echt größer als 0.

Sei A ∈ Rm×n und r := rank(A) ≤ m ∧ n. Sei A = UΣV T eine Sin-
gulärwertzerlegung von A der Form, bei der die Singulärwerte in absteigender
Form angeordnet sind, also σ11 ≥ σ22 ≥ . . . ≥ σrr > 0. Die (m − r)-letzten
Zeilen und die (n − r)-letzten Spalten der Matrix Σ sind also Nullzeilen bzw.
Nullspalten. Definieren wir Ũ ∈ Rm×r, indem wir die letzten m− r Spalten von
U streichen und Ṽ ∈ Rn×r, indem wir die letzten n−r Spalten von V streichen,
so erhalten wir die Zerlegung

A = Ũ Σ̃Ṽ T ,

wobei Σ̃ = diag(σ11, . . . , σrr). Man beachte, dass Ũ und Ṽ weiterhin ortho-
gonale Spaltenvektoren besitzen. Diese Zerlegung nennen wir reduzierte Sin-
gulärwertzerlegung:

Definition 1.3.16. Sei A ∈ Rm×n und r = rank(A). Existieren Matrizen
U ∈ Rm×r und V ∈ Rn×r mit orthogonalen Spalten und eine Diagonalma-
trix Σ ∈ Rr×r, so dass A = UΣV T gilt, so nennen wir dies eine reduzierte
Singulärwertzerlegung.

Die obige Überlegung zeigt, dass die Existenz der Singulärwertzerlegung
auch die Existenz der reduzierten Singulärwertzerlegung impliziert (und um-
gekehrt).

1.3.2 Anwendung: Matrixapproximation

Die für uns wichtigste Anwendung der Singulärwertzerlegung betrifft die Appro-
ximation einer gegebenen Matrix A ∈ Rm×n, die wir nun beschreiben wollen.
Wir nehmen dazu eine Singulärwertzerlegung

A = UΣV T (1.2)
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an. Zudem nehmen wir an, dass die Singulärwerte in Σ absteigend geordnet
sind, also σ11 ≥ σ22 ≥ . . . ≥ σrr ≥ 0. Setze σi := σii. Wie üblich bezeichnen
u1, . . . , um die links-Singulärvektoren und v1, . . . , vn die rechts-Singulärvektoren.
Wir können dann (1.2) umschreiben zu

A =

r∑
i=1

σiuiv
T
i =

r∑
i=1

σiAi,

wobei Ai := uiv
T
i ∈ Rm×n. Jede Matrix Ai hat Rang 1, da die Spaltenvektoren

von Ai Vielfache des Vektors vi sind. Die abgeschnittene Summe

A(k) :=

k∑
i=1

σiAi ∈ Rm×n (1.3)

hat damit Rang k. Wir haben also durch A(k) eine Approximation von A kon-
struiert, die einen geringeren Rang als A selber besitzt. Wir werden nun sehen,
dass diese Approximation in gewissem Sinne optimal ist. Genauer zeigt das
folgende Theorem, dass die Approximation A(k) aus (1.3) optimal unter allen
Rang-k Approximationen ist. Dies gilt sowohl dann, wenn man den Abstand
der Matrizen in der üblichen Operatornorm misst als auch dann, wenn man die
Frobeniusnorm zugrunde legt.

Theorem 1.3.17 (Eckart-Young Theorem). Für jede Matrix A ∈ Rm×n gilt

A(k) = arg min
B∈Rm×n

rank(B)=k

∥A−B∥ = arg min
B∈Rm×n

rank(B)=k

∥A−B∥F .

Mit anderen Worten: Für jede Matrix B mit rank(B) = k haben wir

∥A−B∥ ≥ ∥A−A(k)∥ und ∥A−B∥F ≥ ∥A−A(k)∥F

Beweis. Siehe [BHK20, Theorem 3.6 und Theorem 3.9]

Mit dem Eckart-Young Theorem haben wir nun eine mathematische Be-
schreibung davon, dass die Bildkompression aus der Motivation in Abschnitt
1.1 tatsächlich funktioniert. Insbesondere können wir auch den Approximati-
onsfehler mithilfe der Singulärwerte angeben. Es gilt nämlich

A−A(k) =

r∑
i=k+1

σiAi

und aus Korollar 1.3.8 folgt damit

∥A−A(k)∥ = σk+1.

Weiter folgt aus Satz 1.3.12, dass

∥A−A(k)∥F =
√
σ2
k+1 + . . .+ σ2

r

ist. Zur Erinnerung: Abbildung 1.5 zeigt die Singulärwerte σ1 ≥ σ2 ≥ ... des
Fotos aus Abbildung 1.3. Wir sehen hier, dass die Singulärwerte vor allem am
Anfang stark abfallen (etwa bis k = 75). Intuitiv ist es also nicht erstaunlich,
dass das komprimierte Bild für k = 100 dem Original bereits recht ähnlich sieht.
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1.4 Beispielaufgabe: Singulärwertzerlegung und
Gram-Schmidt

Wir nehmen an, wir bekommen die Aufgabe gestellt, die Singulärwertzerlegung
A = UΣV T der Matrix

A =

−4 −3
21
5 − 28

5
0 0


zu berechnen. Wir betrachten in diesem Abschnitt, wie wir im Allgemeinen sys-
tematisch an eine solche

”
Übungsaufgabe“ herangehen können und wie wir diese

konkrete Aufgabe lösen können. Wir gehen in diesem Abschnitt sehr detailliert
vor und wollen keine Kleinigkeiten auslassen. Wundern Sie sich daher nicht,
falls Sie schneller zu einer Lösung kommen oder das Beispiel sehr lang wirkt.
Überspringen Sie gerne die Teile, die Sie schon kennen.

Schritt 0: Wir suchen im Skript nach relevanten Stichworten und In-
formationen um die Aufgabenstellung zu verstehen und eine Idee für die
Lösung zu bekommen.
In unserem Fall finden wir dabei zunächst die Definition 1.3.1 der Sin-
gulärwertzerlegung. Diese besagt, dass die Matrix Σ die Singulärwerte auf
der Hauptdiagonalen enthält. U und V sollen orthogonale Matrizen sein.
Da A eine 3×2-Matrix ist, muss V eine 2×2-Matrix, U eine 3×3-Matrix
und Σ eine 3 × 2-Matrix sein. Die Definition sagt uns aber noch nicht,
wie wir diese berechnen können. Dazu finden wir Bemerkung 1.3.7. Aus
dieser schließen wir, dass wir zunächst Eigenwerte λ1 ≥ . . . ≥ λn von ATA
bestimmen (diese Werden laut Theorem 1.3.6 die Singulärwerte) und eine
zugehörige Orthonormalbasis aus Eigenvektoren berechnen sollen. Mithilfe
dieser Vektoren können wir V und U bestimmen und benötigen gegebe-
nenfalls noch das Gram-Schmidtsche Orthogonalisierungsverfahren.
Wenn wir uns an die Bedeutung der kursiv gedruckten Begriffe erinnern,
haben wir nun einen guten Überblick, was zu tun ist. Andernfalls nehmen
wir die unbekannten Begriffe als neue Stichworte, nach denen wir zunächst
wieder im Skript suchen. Auf der Basis der gefundenen Informationen ma-
chen wir uns einen Plan, was genau gefragt ist und welche Schritte dafür
nötig sind. Bemerkung 1.3.7 hilft uns im aktuellen Fall sehr. Für manche
theoretischen oder praktischen Aufgaben ist der Plan weniger offensicht-
lich vorgegeben. Dann können wir uns aus verschiedenen Lemmata und
Theoremen eine (Beweis-)

”
Kette“ zusammensetzen, die uns dann vorgibt,

was wir in welcher Reihenfolge zeigen müssen.

Nachdem wir uns im obigen Abschnitt einen Plan davon gemacht haben, wie
wir vorgehen können, führen wir die Berechnung der Singulärwertzerlegung jetzt
Schritt für Schritt durch.

Schritt 1: Wir bestimmen die Matrix V , bzw. V T .
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i) Wir berechnen zuerst ATA:

ATA =

−4 −3
21
5 − 28

5
0 0

T −4 −3
21
5 − 28

5
0 0

 =

(
-4 21

5 0
−3 − 28

5 0

)−4 -3
21
5 − 28

5
0 0


=

(
841
25 − 288

25
− 288

25
1009
25

)
wobei der markierte Eintrag als Skalarprodukt der markierten Zeile
und der markierten Spalte, d.h. (−4) · (−3) + 21

5 · (− 28
5 ) + 0 · 0 = 841

25 ,
berechnet wird.

ii) Nun berechnen wir die Eigenwerte von ATA. Dafür stellen wir das
charakteristische Polynom pATA auf und berechnen seine Nullstellen
(siehe Definition 1.2.6 und Satz 1.2.8).

pATA(z) = det(ATA− zI) = det

(
841
25 − z − 288

25
− 288

25
1009
25 − z

)
=

(
841

25
− z

)(
1009

25
− z

)
−
(
−288

25

)2

= z2 − 74z + 1225 .

Die Nullstellen λ sind die Lösungen der quadratischen Gleichung
pATA(λ) = λ2 − 74λ + 1225 = 0. Mit der p-q-Formel finden wir
λ1 = 49 und λ2 = 25. Da die Singulärwerte σi =

√
λi nach der Größe

absteigend geordnet sein sollen, sortieren wir die Eigenwerte ebenfalls
schon hier.

iii) Wir bestimmen eine Orthonormalbasis aus Eigenvektoren. Dafür ma-
chen wir zunächst folgende Beobachtungen. Erstens, ATA ist sym-
metrisch, d.h. alle Eigenräume sind orthogonal zueinander. Zweitens,
die Eigenräume hier haben höchstens (und mindestens) die Dimensi-
on 1. Das bedeutet, wir berechnen hier also jeweils einen Eigenvektor
und normieren diesen dann. Das Ergebins ist dann bereits eine Or-
thonormalbasis. Falls (in einem anderen Beispiel) ein Eigenraum eine
höhere Dimension hätte, könnten wir das Gram-Schmidt-Verfahren
anwenden. Wir werden diesem Fall weiter unten begegnen.
Nach Definition 1.2.1 ist λi ein Eigenwert zum Eigenvektor vi, falls
ATAvi = λiv gilt. Wir müssen also das Gleichungssystem (ATA −
λiI)vi = 0 lösen. Wir betrachten zunächst λ1 = 49.(

841
25 − 49 − 288

25
− 288

25
1009
25 − 49

)(
v11
v21

)
=

(
− 384

25 − 288
25

− 288
25 − 216

25

)(
v11
v21

)
=

(
− 384

25 v
1
1 − 288

25 v
2
1

− 288
25 v

1
1 − 216

25 v
2
1

)
!
=

(
0
0

)
Aus der ersten Zeile des Gleichungssystems schließen wir, dass v21 =
− 4

3v
1
1 gelten muss. Setzen wir dies in die zweite Zeile des Gleichungs-

systems ein, erhalten wir

−288

25
v11 +

216

25

4

3
v11 = 0 .
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Also haben Eigenvektoren zu λ1 die allgemeine Form (v11 ,− 4
3v

1
1)T ,

v11 ∈ R. Insbesondere wird der Eigenraum also nur durch einen ein-
zelnen Basisvektor beschrieben und hat Dimension 1 (wie wir schon
zuvor wussten). Wir wählen nun zum Beispiel v11 = 1 und setzen
v1 = (1,− 4

3 ). Für λ2 = 25 gehen wir genauso vor. Die Eigenvektoren
haben die Form (v12 ,

3
4v

1
2)T , v12 ∈ R. Wir wählen v2 = (1, frac34)T .

Wir wissen schon, dass die v1, v2 orthogonal sind, können dies aber
auch nachrechnen:

⟨v1, v2⟩ =

〈(
1

− 4
3

)
,

(
1
3
4

)〉
= 1 · 1 − 4

3
· 3

4
= 1 − 1 = 0 .

Wir normalisieren die Vektoren noch:

w1 =
v1

∥v1∥
=

(
1

− 4
3

)√
12 + (−4/3)2

=
3

5

(
1

− 4
3

)
=

( 3
5

− 4
5

)
,

w2 =
v2

∥v2∥
=

(
1
3
4

)√
12 + (3/4)2

=
4

5

(
1
3
4

)
=

( 4
5
3
5

)
,

und {w1, w2} ist eine Orthonormalbasis des R2 aus Eigenvektoren.
Dies ergibt die Matrix

V =

 | |
w1 w2

| |

 =

(
3
5

4
5

− 4
5

3
5

)
.

Schritt 2: Wir berechnen die Matrix U .

i) Wir setzen zunächst ui = Awi

∥wi∥ , also

Aw1 =

−4 −3
21
5 − 28

5
0 0

( 3
5

− 4
5

)
=

0
7
0

 ⇒ u1 =
Aw1

∥w1∥
=

0
1
0


Aw2 =

−5
0
0

 ⇒ u2 =
Aw2

∥w2∥
=

−1
0
0

 .

Die Vektoren ui werden die ersten beiden Spalten der Matrix U . Wir
wollen U zu einer 3×3-Matrix ergänzen. Dies tun wir, indem wir {u1, u2}
zu einer ONB des R3 ergänzen. Man kann in dieser einfachen Situation
möglicherweise einen Vektor raten, der die Basis ergänzt. Im Allgemeinen
ist das nicht möglich. Wir wenden daher nun das Gram-Schmidt-Verfahren
an, um den Vektor zu finden.

ii) Das Gram-Schmidt-Verfahren macht aus einer Basis des R3 eine Or-
thonormalbasis {q1, q2, q3} des R3. Wir starten also, indem wir zu
{u1, u2} einen beliebigen, linear unabhängigen Vektor hinzufügen,
um eine Basis {b1 = u1, b2 = u2, b3} des R3 zu erhalten. Wir set-
zen b3 = (2, 1, 3)T . Nun gehen wir die Schritte 1.-5. des Verfahrens
aus dem Anhang durch, Definition B.2.25. Wir setzen q1 = b1, da
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b1 bereits die Länge 1 hat (Schritt 1 aus Definition B.2.25). Nun be-
rechnen wir das Lot von b2 auf die Gerade durch q1 (in der Notation
des Anhangs)

l2 = b2 − ⟨b2, q1⟩q1 =

−1
0
0

−

〈−1
0
0

 ,

0
1
0

〉
︸ ︷︷ ︸

=0

·

0
1
0

 =

−1
0
0

 .

Das war Schritt 2 aus Definition B.2.25. Da das Lot bereits Länge 1
hat, haben wir q2 = l2 = b2 (Schritt 3). Nun berechnet man lk und
qk auf ähnliche Weise für k = 3, . . . , n (Schritte 4 und 5). Bei uns gilt
n = 3, also betrachten wir nur noch einen Vektor:

l3 = b3 − ⟨b3, q1⟩q1 − ⟨b3, q2⟩q2

=

2
1
3

−

〈2
1
3

 ,

0
1
0

〉 ·

0
1
0

−

〈2
1
3

 ,

−1
0
0

〉 ·

−1
0
0


=

2
1
3

− 1 ·

0
1
0

+ 2 ·

−1
0
0

 =

0
0
3

 .

Insbesondere wird hier das Lot auf die Ebene gefällt, die von q1 und q2
aufgespannt wird. Wir normieren den Vektor, den wir hier berechnet
haben:

q3 =
l3
∥l3∥

=

0
0
1

 .

iii) Nun definieren wir die Matrix U . Wir haben

U =

 | | |
q1 q2 q3
| | |

 =

0 −1 0
1 0 0
0 0 1

 .

Schritt 3: Wir berechnen die Matrix Σ. Es gilt

σij =

{√
λi , falls i = j ,

0 sonst.

also

Σ =

√
λ1 0
0

√
λ2

0 0

 =

√
49 0

0
√

25
0 0

 =

7 0
0 5
0 0

 .

Damit sind wir fertig.

Insgesamt wird die Singulärwertzerlegung

A =

−4 −3
21
5 − 28

5
0 0

 =

0 −1 0
1 0 0
0 0 1


︸ ︷︷ ︸

U

7 0
0 5
0 0


︸ ︷︷ ︸

Σ

(
3
5 − 4

5
4
5

3
5

)
︸ ︷︷ ︸

V T

.
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